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Abstract: The advancement of machine learning, particularly in time-series analysis, has
created significant opportunities for improving the accuracy of stock price prediction. However,
the volatile nature of financial markets and the complexity of temporal patterns often hinder the
ability of single models to deliver consistent and optimal results. To address these limitations,
this study proposes a hybrid approach by integrating three popular algorithms—LZLong Short-
Term Memory (LSTM), XGBoost, and LightGBM—through a stacking ensemble method. The
dataset used consists of daily stock prices of Apple Inc. (AAPL) for the period 20142024,
obtained from Yahoo Finance. The research process includes preprocessing, the construction of
time-series datasets using windowing techniques, training of single models, and the application
of ensemble stacking. Experimental results reveal that LSTM achieved the best performance
among the single models, with a MAPE of 3.70% and R? of 0.9204, demonstrating its ability to
capture long-term temporal dependencies. In contrast, XGBoost and LightGBM performed
poorly in recognizing sequential patterns, resulting in negative R? values. The combination of all
three models through stacking ensemble significantly improved prediction accuracy, achieving
a MAPE of 2.57% and R? of 0.9693. These findings confirm that integrating LSTM, XGBoost,
and LightGBM not only enhances predictive accuracy but also improves model stability, while
contributing to the scientific development of hybrid machine learning methods in stock market
analysis.
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Abstrak: Perkembangan machine learning, khususnya dalam analisis deret waktu (time series),
telah membuka peluang besar bagi peningkatan akurasi dalam prediksi harga saham. Namun,
sifat pasar yang sangat fluktuatif serta kompleksitas pola temporal menyebabkan model tunggal
sering kali tidak mampu memberikan hasil yang konsisten dan optimal. Untuk mengatasi
keterbatasan tersebut, penelitian ini mengusulkan pendekatan hybrid dengan menggabungkan
tiga algoritma populer, yaitu Long Short-Term Memory (LSTM), XGBoost, dan LightGBM,
melalui metode stacking ensemble. Data yang digunakan berupa harga saham harian Apple Inc.
(AAPL) periode 2014-2024 yang diperoleh dari Yahoo Finance. Tahapan penelitian mencakup
preprocessing, pembentukan data time-series dengan teknik windowing, pelatihan model
tunggal, serta penerapan teknik ensemble stacking. Hasil pengujian menunjukkan bahwa LSTM
memiliki performa terbaik di antara model tunggal dengan nilai MAPE sebesar 3,70% dan R?
0,9204, yang membuktikan kemampuannya dalam mengenali pola temporal jangka panjang.
Sebaliknya, XGBoost dan LightGBM kurang optimal dalam menangkap pola sekuensial sehingga
menghasilkan nilai R? negatif. Kombinasi ketiga model melalui stacking ensemble menghasilkan
peningkatan akurasi yang signifikan, ditunjukkan dengan MAPE 2,57% dan R? 0,9693. Temuan
ini membuktikan bahwa integrasi LSTM, XGBoost, dan LightGBM tidak hanya meningkatkan
akurasi tetapi juga stabilitas prediksi, sekaligus memberikan kontribusi ilmiah dalam
pengembangan metode hybrid machine learning untuk analisis pasar saham.

Kata kunci: LSTM; Xgboost; Lightgbm; prediksi saham; stacking ensemble
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PENDAHULUAN

Pasar saham merupakan salah satu instrumen keuangan yang memiliki peranan penting dalam
perekonomian global. Harga saham bersifat dinamis, fluktuatif, dan sangat dipengaruhi oleh
berbagai faktor internal maupun eksternal (Wibowo & Cahyono, 2025). Faktor-faktor tersebut dapat
berupa kondisi fundamental perusahaan, kebijakan pemerintah, perubahan tingkat suku bunga,
hingga sentimen investor terhadap isu global (Faqih & Sugihartono, 2025). Sifat yang sangat
fluktuatif dan non-linear inilah yang menjadikan prediksi harga saham sebagai tantangan besar.
Berbagai metode konvensional telah digunakan, salah satunya adalah Autoregressive Integrated
Moving Average (ARIMA), yang populer dalam analisis deret waktu. Namun, model seperti ini
cenderung hanya efektif dalam menangkap pola linier dan sulit mengenali pola temporal jangka
panjang maupun hubungan kompleks antar variabel. Akibatnya, akurasi prediksi sering kali rendah,
sehingga model tradisional kurang memadai untuk mendukung keputusan investasi yang tepat (B.
Putra & Muhammad, 2024).

Kemajuan teknologi dalam bidang machine learning membuka peluang besar untuk
mengatasi keterbatasan tersebut. Berbagai algoritma dikembangkan untuk menganalisis data
kompleks dan berskala besar dengan tingkat akurasi yang lebih baik dibandingkan metode statistik
tradisional. Di antaranya, Extreme Gradient Boosting (XGBoost) menjadi algoritma populer karena
kemampuannya menghasilkan prediksi dengan efisiensi tinggi (Raafi Herlando, Hadi Wijoyo, &
Akbar, 2025). Light Gradient Boosting Machine (LightGBM) dikembangkan untuk mempercepat
proses pelatihan model dengan penggunaan memori yang lebih efisien (Shi, Hu, Mo, & Wu, 2023).
Kedua algoritma ini dikenal efektif dalam pengolahan data tabular. Sementara itu, Long Short-Term
Memory (LSTM), yang merupakan varian dari Recurrent Neural Network (RNN), dirancang untuk
mempelajari ketergantungan jangka panjang dalam data deret waktu. Hal ini menjadikannya unggul
untuk memprediksi harga saham yang memiliki pola temporal kompleks (Huang et al., 2025).

Meskipun ketiga algoritma tersebut memiliki keunggulan masing-masing, penggunaan model
tunggal sering kali menghadapi keterbatasan. Permasalahan yang muncul antara lain adalah risiko
overfitting, keterbatasan dalam menangkap semua pola relevan, serta rendahnya kemampuan
generalisasi model terhadap data baru (X. Zhang & Zhang, 2020). Untuk mengatasi hal ini,
penelitian terkini banyak mengusulkan penggunaan pendekatan hybrid dan ensemble learning.
Pendekatan ini menggabungkan dua atau lebih algoritma dengan tujuan memanfaatkan kelebihan
masing-masing dan menutupi kelemahannya (Y. Zhang, 2023).

Dalam lima tahun terakhir(Guo, Li, & Xu, 2021), sejumlah penelitian menunjukkan bahwa
kombinasi algoritma mampu menghasilkan peningkatan kinerja prediksi. Salah satu penelitian
menggunakan kombinasi LSTM-XGBoost untuk memprediksi beban listrik, dan hasilnya

menunjukkan peningkatan akurasi dibandingkan model tunggal . Model gabungan lain yang terdiri

67



@TEC Resea rCh in Information

Systems and Technology RISTEC : Research in Information Systems and Technology

e Vol. 6 No. 2 Tahun. 2025

dari ARIMA, LSTM, dan XGBoost digunakan untuk memprediksi suhu transformator, terbukti
mampu menurunkan kesalahan prediksi secara signifikan (Hu, Qin, & Zhang, 2023). Penelitian
berbeda mengusulkan Attention-CNN-BiLSTM-XGBoost dalam prediksi harga saham, dengan hasil
akurasi yang tinggi dan stabil (He & Yu, 2020). Tidak terbatas pada bidang keuangan, integrasi
LSTM-XGBoost juga diterapkan pada prediksi arus lalu lintas jalan raya, menunjukkan hasil
menjanjikan dengan tingkat kesalahan yang lebih rendah (Laeeq, Samuel, James, & Palani, n.d.).
Selain itu, penggunaan kombinasi LSTM-LightGBM dalam prediksi harga saham mampu
memberikan akurasi lebih tinggi dibandingkan model tunggal (M. R. P. Putra & Utami, 2024).
Lebih lanjut, integrasi LSTM dengan algoritma machine learning lainnya untuk peramalan
deret waktu keuangan menunjukkan bahwa gabungan model mampu meningkatkan kemampuan
prediksi secara signifikan (Liwei, Li, Yu, & Yuankai, 2021). Model hybrid deep learning juga
terbukti dapat meningkatkan akurasi prediksi harga saham dengan memanfaatkan kombinasi
representasi data non-linear (Xu & Chen, 2024). Pendekatan stacking ensemble yang
menggabungkan LSTM dengan algoritma berbasis boosting menghasilkan performa lebih baik
dalam memprediksi pasar saham dibandingkan model dasar. Di sisi lain, penelitian yang
mengevaluasi XGBoost dalam prediksi harga saham menemukan hasil yang kompetitif dan lebih
andal dibandingkan model tradisional (Tang, 2024). Perbandingan antar berbagai pendekatan
machine learning juga memperlihatkan bahwa algoritma berbasis boosting memiliki performa yang
konsisten pada data tabular berskala besar .
Tidak hanya terbatas pada pasar saham, algoritma LightGBM juga digunakan untuk memprediksi
tren harga mata uang kripto. Hasil penelitian menunjukkan bahwa model ini mampu memberikan
akurasi tinggi dalam konteks pasar kripto yang volatil (Sun, Liu, & Sima, 2020). Sebagai
pembanding, algoritma Random Forest juga digunakan untuk prediksi harga Bitcoin. Meskipun
dapat menghasilkan hasil yang cukup baik, performanya masih kalah dibandingkan algoritma

berbasis boosting yang lebih unggul dalam mengolah data fluktuatif (Al & Irfan, n.d.).

KAJIAN PUSTAKA
Tinjauan literatur menunjukkan bahwa sebagian besar penelitian terdahulu masih berfokus

pada penggabungan dua algoritma saja, misalnya LSTM-XGBoost atau LSTM-LightGBM (Ahn, Kim,
& Kim, 2023). Meskipun pendekatan ini berhasil meningkatkan akurasi, kelemahan tetap ada,

seperti sulitnya menangkap pola temporal jangka panjang secara optimal serta risiko overfitting. (Ke
et al, n.d.) Integrasi tiga algoritma secara bersamaan masih jarang dilakukan. Padahal,

penggabungan tiga algoritma sekaligus berpotensi memberikan hasil yang lebih baik, karena dapat

menyeimbangkan keunggulan LSTM dalam menangkap pola temporal dengan efisiensi pemrosesan

data tabular dari XGBoost dan LightGBM.Berdasarkan kondisi tersebut, penelitian ini mengusulkan
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pengembangan model hybrid berbasis LSTM, XGBoost, dan LightGBM dengan menggunakan teknik
stacking ensemble.

Pendekatan ini dipilih untuk menghasilkan model prediksi harga saham Apple Inc. (AAPL)
periode 20142024 yang lebih akurat dan stabil dibandingkan model tunggal. Melalui integrasi ini,
kelemahan masing-masing algoritma dapat diminimalkan, sementara kekuatan utamanya
dimaksimalkan. Secara akademik, penelitian ini berkontribusi dalam memperluas kajian mengenai
penerapan machine learning dalam time-series forecasting. Secara praktis, penelitian ini dapat
menjadi referensi strategis bagi investor dan pelaku pasar saham dalam mengambil keputusan

berbasis data dengan tingkat keandalan yang lebih tinggi.

METODE PENELITIAN
Penelitian ini menggunakan pendekatan kuantitatif dengan fokus pada analisis numerik data
historis harga saham. Pendekatan kuantitatif dipilih karena mampu menghasilkan prediksi berbasis

data yang empiris, objektif, dan terukur secara matematis

xXGBoost

Gambar 1. Metodologi Penelitian

Model dibangun dengan memanfaatkan variabel numerik pasar, seperti harga pembukaan
(open), harga penutupan (close), harga tertinggi (high), harga terendah (low), dan volume
perdagangan (volume). Setelah data dikumpulkan, dilakukan preprocessing seperti pembagian
dataset menjadi training dan testing, serta normalisasi.

Setelah preprocessing, dilakukan feature engineering untuk mengekstrak fitur yang relevan
bagi model hybrid dan pola sekuensial untuk model LSTM. Model XGBoost dan LightGBM dilatih

secara terpisah untuk memahami kinerja masing-masing, sementara model LSTM dilatih untuk
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menangkap pola temporal dari data saham. Prediksi dari model hybrid kemudian digabungkan
dengan metode stacking. fitur hasil ekstraksi dari LSTM digunakan sebagai input tambahan ke
LightGBM dan XGBoost guna meningkatkan keakuratan prediksi, sedangkan evaluasi model
dilakukan menggunakan metrik MAPE dan R? untuk menentukan kombinasi model terbaik. Dengan
pendekatan hybrid yang lebih kompleks dan optimal, penelitian ini diharapkan dapat memberikan
kontribusi signifikan dalam meningkatkan keakuratan prediksi saham.
1. Pengumpulan Data
Dataset yang digunakan adalah data harian saham Apple inc. (AAPL) periode Januari 2014—
Desember 2024, yang diperoleh dari Yahoo Finance menggunakan pustaka Python yfinance.
Data ini bersifat time-series dan terdiri atas lima variabel utama: Open, High, Low, Close, dan
Volume. Dataset mencerminkan dinamika pasar saham secara kronologis, sehingga relevan untuk
pengembangan model prediksi berbasis machine learning.
2. Pra-Pemrosesan Data (Data Preprocessing)
1. Split data
Dataset dibagi menjadi 80% data latih (#raining sef) dan 20% data uji (festing set).
Pembagian ini digunakan untuk menjaga keseimbangan antara jumlah data yang cukup untuk
pelatihan dan proporsi yang memadai untuk mengevaluasi generalisasi model. Teknik train-
test split 80:20 umum digunakan dalam regresi dan time-series forecasting karena efektif
dalam mendeteksi overfitting maupun underfitting.
2. Normalisasi
Seluruh fitur dinormalisasi menggunakan metode Min-Max Scaling agar berada dalam
rentang [0,1]. Normalisasi dipilih karena sesuai untuk data saham yang sangat fluktuatif dan
tidak selalu mengikuti distribusi normal. Transformasi ini menjaga stabilitas pelatihan model,
mempercepat konvergensi, dan mencegah bias akibat skala variabel yang berbeda.
3. Feature engineering
Agar data sesuai dengan kebutuhan model LSTM, dilakukan pembentukan dataset time-series
menggunakan teknik windowing. Setiap baris data input mencakup nilai historis 10 hari sebelumnya
(lookback = 10) untuk memprediksi harga pada hari ke-11. Proses ini memungkinkan model
menangkap pola temporal jangka panjang yang terkandung dalam data historis.
4. Algoritma yang Digunakan
1. Long Short-Term Memory (LSTM)
LSTM merupakan varian dari Recurrent Neural Network (RNN) yang dirancang untuk
mengatasi masalah long-term dependencies. Dengan memori internal, LSTM dapat menyimpan
informasi penting dari data historis dalam jangka panjang, sehingga cocok untuk data time-series

seperti harga saham.

70



ﬁsm Research i information

Systems and Technology

° RISTEC : Research in Information Systems and Technology
Vol. 6 No. 2 Tahun. 2025

LSTM dirumuskan sebagai berikut:

\[he = \text{LSTM}(x;, hye—1y, C—y)\| (1)

Dimana :

hth_tht : hidden state pada waktu ke-ttt, yaitu output dari unit LS7TM pada langkah
tersebut.

xtx_txt : input pada waktu ke-ttt (misalnya harga saham pada hari ke-ttt).

ht—1h_{t-1}ht—1 : hidden state dari langkah sebelumnya (waktu ke-t—1t-1t—1).
Ct—1C _{t-1}Ct=1 . cell state dari langkah sebelumnya, yang membawa informasi jangka
panjang
2. Extreme Gradient Boosting (Xgboost)
Xgboost adalah algoritma berbasis pohon keputusan dengan pendekatan boosting yang
dirancang untuk menghasilkan prediksi efisien dan akurat. Model ini menggunakan regularisasi
untuk mencegah overfitting dan dikenal unggul pada data tabular berskala besar.

Fungsi objektif Xgboost dirumuskan sebagai berikut:

(v, )i
\matheal(t) = EY MY+ 2 @

{T}wj?

(i) = yT +\frac(i}{2\sum ' (3)

Dimana :

Ll : loss function (contoh: MSE)
O\OmegaQ) : regularisasi model

TTT : jumlah daun

WjW_jwj : nilai skor setiap daun

v\gammay, A\lambdal : parameter regularisasi
3. Light Gradient Boosting Machine (Lightgbm)

Lightgbm merupakan pengembangan dari Xgboost dengan keunggulan kecepatan
pelatihan dan efisiensi memori. Algoritma ini menggunakan metode leaf-wise growth dan
histogram, sehingga sangat efektif untuk dataset besar dan kompleks.

Fungsi objektif Lightgbm dirumuskan sebagai berikut:

\frac{G;{{H, + 2} + \frac{GzH{H; + 2}

Gain =\f mC{l}{Z}[ (13) = \frac{(G, + Gg)*}{H, + Hg + A}

—\gamma “4)

Dimana :

GGG : total gradient

HHH : total hessian

Mlambdai, y\gammay : parameter regularisasi
LLL, RRR : sisi kiri dan kanan pohon
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5. Teknik Ensemble Stacking

Metode stacking ensemble digunakan untuk menggabungkan prediksi dari ketiga model
dasar (LSTM, Xgboost, dan Lightgbm). Pendekatan ini memanfaatkan kelebihan masing-masing
algoritma melalui meta-learner berupa regresi linier sederhana. Dengan menggunakan bobot
berbeda pada setiap model, teknik ini bertujuan meningkatkan akurasi dan stabilitas prediksi.

Formula umum yang digunakan adalah

Rumus :
[\text{Prediksi}{\text{smckmg}}
= (0.5 x\text{LSTM}) + (0.3 x\text{XGBoost})
+ (0.2 x\text{LightGBM})] (5)
Dimana :
LSTM (0.5) :memberikan kontribusi terbesar karena unggul dalam menangkap pola
urutan waktu.
Xgboost (0.3) :membantu mengoptimalkan prediksi dengan kekuatan boosting pada data
tabular.
Lightgbm (0.2) :berperan sebagai pendukung dengan efisiensi tinggi pada data besar.
Stacking :menggabungkan ketiganya sehingga hasil prediksi lebih stabil dan akurat
dibanding model tunggal.
6. Evaluasi Model
1. MAPE

MAPE menyatakan rata-rata kesalahan prediksi dalam bentuk persentase terhadap nilai
aktual. Nilai <10% dianggap sangat baik, 10-20% baik, 20—50% cukup, dan >50% buruk.

Rumus :

MAPE = \frac{l}{n} Zgl:}%frac{)ﬁ'_ {y}i}{Yi}| % 100\% (6)

Dimana:
nnn :jumlah total data
yiy_iyi : nilai aktual (sebenarnya)

yM\hat{y} iy*i  : nilai prediksi dari model
[-1] \cdot ||-] : nilai absolut
2. R-squared (R?)
R? menilai seberapa besar variasi data aktual yang dapat dijelaskan oleh model. Nilai >0,90
dikategorikan sangat baik, 0,75-0,90 baik, 0,50-0,75 cukup, <0,50 buruk, dan <0 menunjukkan

model sangat buruk.

R =1 —\frac{s(y, - A{y}i)z}{Z(yi— _{y})z} (7
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Dimana :
yiy iyi : nilai aktual
y*Mhat{y} iy™ :nilai prediksi

y\bar{y}y~ : nilai rata-rata dari data aktual
R? :menunjukkan berapa proporsi variasi data aktual yang dapat dijelaskan oleh
model

7. Visualisasi dan Interpretasi

Untuk memperkuat analisis, hasil prediksi divisualisasikan dalam bentuk grafik perbandingan
dengan data aktual. Visualisasi membantu mengidentifikasi pola kesalahan, membandingkan
performa antar model, dan menilai efektivitas pendekatan stacking ensemble dibanding model

tunggal.

HASIL DAN PEMBAHASAN
Pengumpulan Data
Dataset yang digunakan adalah data historis harga saham harian Apple inc. (AAPL) periode
Januari 2014 hingga Desember 2024, diunduh dari Yahoo Finance menggunakan pustaka Python

Yyfinance.

ticker =

data = yf.download(ticker, start='
data = data[[ "High®
data.to_csv(

Gambar 2. Download Raw data

Data mencakup lima variabel utama, yaitu Open, High, Low, Close, dan Volume (OHLCV).

Jumlah total observasi mencapai 2.767 baris data.

Shape: (2767, 5)

Gambar 3. Jumlah Data

Tabel 1. Contoh Data Mentah (Raw data) Sebelum Normalisasi

(menunjukkan nilai asli harga saham 44 PL dalam skala besar)
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Tabel 1. Raw data

N Date Open High Low Close Vol
0 um
e
1 Frid 17.164.947. 17.191.026. 16.779.025. 1.679.610.2 3,9
ay, 533.099.20 411.336.80 567.612.80 52.380.370 2E
03 0 0 0 +08
Janu
ary
2014
2 Mon 16.686.509. 16.976.802. 16.566.975. 16.887.697. 4,1
day, 422.773.20 844.994.10 666.716.20 219.848.60 3E
06 0 0 0 0 +08
Janu
ary
2014
3 Tues 16.899.799. 16.950.716. 16.701.095. 16.766.916. 3,1
day, 487.573.70 966.653.90 633.837.50 275.024.40 7E
07 0 0 0 0 +08
Janu
ary
2014
4 Wed 16.728.735. 1.693.830.6 1.672.501.1 1.687.310.7 2,5
nesd 522.097.70 79.232.970 38.768.190 91.015.620 9E
ay, 0 +08
08
Janu
ary
2014
5 Thur 1.697.679.4 1.697.865.8 1.662.130.1 1.665.762.7 2,7
sday, 85.161.920 57.583.270 06.472.680 10.571.280 9E
09 +08
Janu
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ary
2014
Frid 16.760.399. 16.790.515. 16.489.665. 1.654.648.2 3,0
ay, 225.268.80 625.272.20 009.568.90 08.618.160 S5E
10 0 0 0 +08
Janu
ary
2014
Mon 164.524.05 1.684.329.3 16.451.473. 16.633.102. 3,7
day, 7.085.251 72.569.790 846.295.80 416.992.10 8E
13 0 0 +08
Janu
ary
2014
Tues 16.710.412. 16.974.626. 1.669.302.5 1.696.407.1 3,3
day, 377.328.50 853.192.90 35.164.910 27.380.370 3E
14 0 0 +08
Janu
ary
2014
Wed 1.718.544.0 17.392.838. 1.712.769.1 17.304.662. 3,9
nesd 69.678.470 108.831.60 75.957.040 704.467.70 2E
ay, 0 0 +08
15
Janu
ary
2014
Thur 1.722.828.9 17.288.832. 1.712.831.5 1.720.810.8 2,2
sday, 86.135.650 739.493.70 26.889.900 90.197.750 9E
16 0 +08
Janu
ary
2014
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2 Tues

7 day,

6 17

2 Dece 25.293.211. 24.889.643. 25.258.334. 513
mber 2.491.953.7 150.871.30 481.128.50 350.585.90 564
2024 66.416.150 0 0 0 00

2 Wed

7 nesd

6 ay,

3 18
Dece 25.126.802. 25.338.051. 24.686.366. 567
mber 371.656.90 965.426.00 065.893.70 2.471.725.6 741
2024 0 0 0 16.455.070 00

2 Thur

7 sday,

6 19

4 Dece 24.662.449. 25.110.857. 24.621.594. 24.890.638. 608
mber 465.453.60 637.552.80 133.746.90 732.910.10 823
2024 0 0 0 0 00

2 Frid

7 ay,

6 20

5 Dece 24.716.257. 24.482.089. 1,4
mber 165.125.20 2.540.979.5 371.115.70 2.535.897.6 7E
2024 0 78.981.180 0 74.560.540 +08

2 Mon

7 day,

6 23

6 Dece 25.255.345. 408
mber 2.538.687.8 2.547.456.6 036.958.00 2.543.670.1 588
2024 83.386.410 51.132.030 0 96.533.200 00

2 Tues

7 day, 25.458.623. 25.438.692. 232

6 24 131.585.50 2.572.965.9 663.500.50 2.572.866.5 347

7 Dece 0 55.586.330 0 16.113.280 00
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mber
2024

2 Thur

7 sday,

6 26

8 Dece 25.727.667. 272
mber 867.815.30 2.591.799.2 2.567.186.6 2.581.037.2 371
2024 0 58.751.940 20.602.340 92.480.460 00

2 Frid

7 ay,

6 27

9 Dece 25.691.793. 25.778.488. 25.216.481. 423
mber 375.888.60 174.803.60 819.720.30 2.546.858.6 553
2024 0 0 0 73.095.700 00

2 Mon

7 day,

7 30

0 Dece 25.133.775. 25.260.326. 24.986.299. 355
mber 398.934.10 573.181.40 361.835.30 251.307.86 575
2024 0 0 0 1.328.125 00

2 Tues

7 day,

7 31

1 Dece 25.238.406. 24.854.767. 394
mber 2.515.470.3 352.835.90 617.168.90 2.495.341.7 807
2024 85.357.520 0 0 96.875 00

Tahap preprocessing meliputi:
Normalisasi: semua fitur dinormalisasi menggunakan Min-Max Scaling ke rentang [0,1]
agar stabil untuk algoritma machine learning.
Tabel 2. Data Setelah Normalisasi (Rentang 0—1)
(nilai harga saham yang sudah diskalakan agar sebanding)
Baris Pertama
X = {17,164,951,431,567,800 — 4,847,109,445,761}/{63,708,779,372,596,200 —
4,847,109,445,761} = 0.269372764
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No Date Open High Low Close Volume
1 03/01/ 0,268687 0,270167 0,265296 0,264239 0,354252
14 972 699 175 787 11
2 06/01/ 0,261862 0,266798 0,261942 0,265680 0,373578
14 364 215 912 713 045
3 07/01/ 0,026452 0,026438 0,264063 0,263780 0,282047
14 584 999 908 683 149
4 08/01/ 0,262525 0,266192 0,026412 0,265451 0,225748
14 035 548 517 011 341
5 09/01/ 0,266419 0,266827 0,262802 0,262061 0,245530
14 307 556 125 353 964
6 10/01/ 0,263022 0,026187 0,026040 0,026031 0,270310
14 349 023 385 274 284
7 13/01/ 0,258187 0,264698 0,025979 0,026167 0,340844
14 523 343 986 54 306
8 14/01/ 0,262237 0,266764 0,263936 0,026688 0,296776
14 672 08 259 233 66
9 15/01/ 0,026900 0,273341 0,027049 0,272240 0,353456
14 96 84 305 5 936
10 16/01/ 0,270367 0,271706 0,270819 0,270721 0,197683
14 057 018 558 525 559
27 17/12/ 0,039041 0,397603 0,393551 0,397369 0,026980
62 24 65 126 522 292 726
27 18/12/ 0,394354 0,398308 0,390337 0,038885 0,032178
63 24 86 406 041 694 615
27 19/12/ 0,387065 0,394734 0,389312 0,391584 0,036120
64 24 625 973 785 629 134
27 20/12/ 0,387910 0,039743 0,387106 0,039895 0,119219
65 24 278 878 758 262 007
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27 23/12/ 0,039775 0,039845 0,399334 0,040017 0,016909
66 24 265 753 46 541 042
27 24/12/ 0,399563 0,040246 0,402233 0,040476

67 24 655 977 786 863 0

27 26/12/ 0,403787 0,040543 0,040560 0,040605 0,003840
68 24 017 197 44 407 012
27 27/12/ 0,403223 0,405235 0,398719 0,040067 0,018344
69 24 873 822 906 702 825
27 30/12/ 0,394464 0,397085 0,395079 0,003953 0,011822
70 24 319 9 968 627 83

27 31/12/ 0,039410 0,396741 0,393000 3,92571E 0,015586
71 24 805 127 021 -05 855

Split data: dataset dibagi menjadi 80% data latih (2.213 data) dan 20% data uji (554 data).

Train/Test Split:

Train shape: (2213, 5)
Test shape: (554, 5)

Gambar 4. Split Data

Feature engineering

Untuk menangkap pola temporal, dilakukan teknik time-series windowing dengan lookback
= 10, di mana setiap data input terdiri dari harga saham 10 hari sebelumnya untuk memprediksi
harga pada hari ke-11. Data kemudian diubah menjadi array sekuensial untuk digunakan pada

model LSTM.

def create_sequences(data, lookback, target_ idx):
[1. 1

for 1 in range(len(data)-lookback):

X.append(data[i:i+lo )}
y.append(data[i+look target_idx])
return np.array(X), np.array(y)

Gambar 5. Lookback

Gambar 5 memperlihatkan model pembentukan data deret waktu,
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ms/step : 8.8185

Jms/step : 2.1327e-84
ms/step : 1.6884¢c-84
7ms/step : 1.5577e-84
Jms/step : 1.6858e-84
7ms/step : 1.5952e-84
7ms/step : 1.5351e-84
7ms/step E .5551e-84

7ms/step : 1.532%e-84

Jms/step : 1.491%e-84
3ms/step

Gambar 6. Epoch

Sementara Gambar 6 menunjukkan teknik windowing yang menghasilkan urutan input-output

untuk pelatihan.

Pelatihan Model
Tiga model dasar diterapkan secara terpisah:
1. LSTM (Long Short-Term Memory)

Dilatih dengan data sekuensial hasil time-series windowing. Hasil pelatihan menunjukkan
penurunan loss signifikan dari 0,0105 menjadi 1,49e-04 pada epoch ke-10, menandakan proses
pembelajaran stabil.

2. Xgboost dan Lightgbm

Kedua model dilatih dengan data dalam bentuk tabular (flatten). Hasil awal menunjukkan

performa yang kurang memadai karena algoritma ini tidak dirancang untuk mengenali urutan

waktu secara langsung.

Stacking ensemble
Prediksi dari ketiga model dasar digabung menggunakan regresi linier sederhana sebagai
meta-learner. Tujuan stacking adalah memanfaatkan keunggulan masing-masing model
sehingga prediksi lebih stabil dan akurat.
Baris Pertama :

\[

(0.5 \times 0.151449) + (0.3 \times 0.205718) + (0.2 \times 0.200944)
0.0757245 + 0.06172554 + 0.0401888

0.1776287 ]
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Tabel 3 Stacking ensemble

No. LSTM Xgboost Lightgbm Stacking
1 0.151449 0.205718 0.200944 0.177628
2 0.151456 0.164859 0.148845 0.173628
3 0.151398 0.158696 0.146575 0.174483
4 0.151987 0.121920 0.104423 0.179961
5 0.159120 0.131687 0.113066 0.180945
6 0.159783 0.067302 0.088791 0.192083
7 0.160111 0.159522 0.164305 0.191201
8 0.156271 0.147053 0.132299 0.178645
9 0.162773 0.174085 0.182485 0.176406
10 0.143743 0.184270 0.183018 0.166741
2762 0.211527 0.380159 0.269236 0.175299
2763 0.212597 0.355880 0.232085 0.178882
2764 0.213219 0.301199 0.241667 0.174805
2765 0.220804 0.237073 0.219940 0.200648
2766 0.221484 0.057405 0.182181 0.228251
2767 0.210839 0.228021 0.149434 0.200531
2768 0.211844 0.288019 0.221963 0.198885
2769 0.202488 0.244771 0.213809 0.180608
2770 0.193482 0.242687 0.291579 0.158936
2771 0.180567 0.385054 0.269236 0.157785

Tabel 3. Data Hasil Stacking
(menampilkan prediksi dari LSTM, Xgboost, Lightgbm, dan hasil gabungan stacking)

Pengujian dan Evaluasi Model
Evaluasi dilakukan menggunakan dua metrik utama:
1. MAPE (Mean Absolute Percentage Error). mengukur rata-rata kesalahan prediksi dalam
bentuk persentase.
2. R?(Coefficient of Determination): menilai proporsi variasi data aktual yang dapat dijelaskan

oleh model.
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Tabel 4. Hasil Evaluasi Model

Model MAPE R2

LSTM 0.0370 0.9204
Xgboost 0.1031 -0.0134
Lightgbm 0.1034 -0.0256
Stacking 0.0257 0.9693

Nilai prediksi utama diperoleh dari keluaran meta-model stacking, sedangkan hasil dari
model tunggal (LSTM, Xgboost, dan Lightgbm) tetap disajikan sebagai pembanding guna
menunjukkan kontribusi masing-masing algoritma terhadap peningkatan akurasi melalui

stacking ensemble.

Visualisasi Hasil

Prediksi Harga Saham AAPL (2014-2024|

1.0 - —— Actusa
L5TM™

== EGHpost

== LightGEM

== stacking

Inclex
Gambar 7. Visualisasi Hasil

Visualisasi hasil (Gambar 7) menunjukkan bahwa prediksi LSTM dan stacking lebih
mendekati data aktual, sedangkan Xgboost dan Lightgbm cenderung gagal mengikuti tren harga

saham.
Analisis Hasil dan Pembahasan

Pembahasan sebagai berikut :
1. LSTM terbukti memberikan hasil terbaik di antara model tunggal, dengan MAPE 3,70% dan
R?0,9204. Hal ini konsisten dengan literatur bahwa LSTM unggul dalam mengenali pola

time series non-linear (Faqih & Sugihartono, 2025).
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2. Xgboost dan Lightgbm menunjukkan keterbatasan dalam memproses data temporal, meski
kuat pada data tabular. Hasil evaluasi bahkan menunjukkan nilai R? negatif, menandakan
kegagalan menangkap variasi harga saham.

3. Stacking ensemble menghasilkan performa terbaik dengan MAPE 2,57% dan R? 0,9693,
membuktikan bahwa kombinasi model mampu memperkuat akurasi sekaligus
meningkatkan stabilitas prediksi. Temuan ini mendukung penelitian Shi et al. (Shi et al.,
2023) dan Huang et al. (Huang et al., 2025) yang melaporkan efektivitas integrasi model

deep learning dan boosting.

KESIMPULAN DAN SARAN

Penelitian ini membuktikan bahwa model hybrid berbasis Long Short-Term Memory
(LSTM), Xgboost, dan Lightgbm mampu memberikan peningkatan signifikan dalam akurasi prediksi
harga saham Apple Inc. (AAPL) periode 2014-2024. Hasil eksperimen menunjukkan bahwa LSTM
merupakan model tunggal terbaik dengan MAPE 3,70% dan R? 0,9204, karena kemampuannya
menangkap pola temporal jangka panjang. Sebaliknya, Xgboost dan Lightgbm yang lebih unggul
pada data tabular gagal mengenali urutan waktu, terbukti dari nilai R? negatif. Namun, integrasi
ketiga model melalui stacking ensemble menghasilkan performa paling optimal dengan MAPE
2,57% dan R? 0,9693. Hal ini menegaskan keunggulan pendekatan ensemble learning dalam
memadukan kelebihan berbagai algoritma untuk menghasilkan prediksi yang lebih akurat, stabil,
dan adaptif.

Kontribusi penelitian ini bersifat ganda. Secara teoretis, penelitian memperkuat literatur
tentang time-series forecasting dengan menghadirkan integrasi tiga algoritma yang jarang
dieksplorasi sebelumnya. Secara praktis, hasil penelitian bermanfaat bagi investor, analis keuangan,
dan pelaku pasar untuk mendukung pengambilan keputusan berbasis data dengan tingkat keandalan
lebih tinggi. Namun demikian, penelitian ini memiliki keterbatasan, yakni hanya berfokus pada satu
saham (AAPL) dan terbatas pada variabel OHLCYV. Penelitian lanjutan disarankan untuk
memperluas cakupan ke saham lintas sektor, menambahkan variabel eksternal seperti berita,
sentimen pasar, dan indikator makroekonomi, serta mengembangkan feature engineering berbasis
indikator teknikal. Pengujian dengan data real-time dan eksplorasi algoritma ensemble lain seperti
bagging atau deep stacked learning juga berpotensi memperkuat robustness dan aplikasi model

prediksi.
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